
 8תרגול  –מבוא לבינה מלאכותית 

 נושאים:

- PCA 

- ICA 

 MDS –אם יהיה זמן  -

 :רקע

חישוב  –יותר פרמטרים להעריך במודל, כך המשימה לדייק בהערכה הזו דורשת יותר ככל שיש 

 )במקרים רבים אין דאטא מסובך או ארוך יותר, יותר דאטא ועוד. זו בעיה שלפעמים לא ניתן לפתור

 .נוסף שאפשר להכניס(

, במטרה ישנם אלגוריתמים שמטרתם היא להקטין את מספר המשתנים והפרמטריםבמקום זאת, 

  והערכה טובה ומצד שני לא לאבד מידע ככל האפשר.מצד אחד להקל על התכנסות 

 

Principal Component Analysis (PCA): 

 

 :את הדבר הבא זוהי שיטה שמניחה על הדאטא

מהתפלגות הלקוחים ים ישנה הצגה של הדאטא ע"י וקטור

ומטריצת  0עם תוחלת  ,)אולי רב ממדית( נורמלית

Covariance פיצ'רים בלתי . במקרה כזה, אלכסונית

 מתואמים הם בהכרח בלתי תלויים.

גישות להסתכלות על מה שמתבצע  3נסתכל על 

 :PCAבאלגוריתם 

ככל שיש יותר שונות בדאטא, כך נוכל להבחין בדברים, להפריד  –שונות מקסימלית  .1

במקום אחד ולא מפוזר, מהסתכלות הפוכה, כאשר אין שונות, הדאטא מרוכז לאשכולות וכד'. 

 כך שלא ניתן להבחין כמו שצריך במה שרוצים.

 לאחר הטרנספורמציה.ניתן לניסוח כבעיה שממקסמת את השונות הנותרת  PCAאלגוריתם 

 מרחב בתור צירוף ליניארי שלנניח שאנחנו מתארים את ה –ת השחזור מינימלית שגיא .2

טרנספורמציה יהיה הקרוב ביותר שאחרי ההפיצ'רים וקטור וקטורים.  מספר קבוע של

 .ווקטורים שניתן לכתוב כצירוף של מספר וקטורים קבוע זהה , מבין כללווקטור המקורי

ולכן במרחב , יכולים להיות מתואמים אלה עם אלהחלק מהפיצ'רים  –הסרת קורלציות  .3

 PCAישנם פיצ'רים מיותרים או מעורבבים אלה עם אלה. המטרה המקורית של המקורי 



כך שהפיצ'רים החדשים לא יהיו בצע טרנספורמציה למרחב הפיצ'רים ל יתההי )היסטורית(

 אלה עם אלה. גם בלתי תלויים( –מתואמים )ובמקרה הגאוסיאני 

 :PCA עזרת אלגוריתם אחד,יות האלה נפתרות בכל הבע

 אלגוריתם:

{𝑥𝑖}נקודות אוסף בהינתן  ⊆ 𝑋  כאשר𝑋 מתבצעיםמרחב הפיצ'רים ,: 

   .0הממוצע מכל נקודה, כדי שהממוצע של כל הפיצ'רים יהיה  חיסור –הדאטא של  "נה"הלב .1

Covariance :𝐶בניית מטריצת  .2 =  ∑ 𝑥⃗𝑖 ⋅ 𝑥⃗𝑖
𝑇

𝑖 שימו לב כי .𝑥⃗𝑖 ⋅ 𝑥⃗𝑖
𝑇  היא מטריצה(𝑥⃗𝑖  וקטור

 .𝐶, וכך גם עמודה( חיובית

)לגבי בחירת כמות  מתאימים להם ווקטורים עצמיים גדולים ביותר חישוב ערכים עצמיים .3

 הווקטורים, ראה בהמשך(.

  הפיצ'רים החדשים יהיו ההטלה של הפיצ'רים הישנים על מרחב הווקטורים העצמיים. .4

 :דשאת הממד הח איך בוחריםומה מקבלים 

 סברת כתלות בערך העצמי הקטן ביותר שניקח:השונות המוגרף טיפוסי של 

  .שונות מספיקה ד לא גבוה מאוד כדי לקבלרחב בממלמ תיק את הדאטאהעמספיק למכאן רואים ש

מצד , אבל יותר ממדים יסבירו יותר מהשונות הכוללת ואין אפילו כלל אצבע לגבי כמה ממדים לבחור

  לפתור תהיינה פשוטות יותר ככל שהממד יהיה נמוך יותר.שני בעיות שנרצה 



 דוגמה:

. את הפיצ'ר של מין פיצ'רים שונים )כן, זה מהקורס בלמידת מכונה 8, עם דאטאסט של צדפות

, הדאטא 3-שהוריד את הממד ל PCAואז לאחר  לאחר נרמול מסוים. (2, 1, 0-הצדפה החלפתי ב

 נראה כך:

 

 

 :ספרות אחרי הנקודה( 5-)מעוגלים ל הווקטורים העצמיים

 

נרמלתי את מהשונות )הסיבה היא כי לא  99%-כהווקטור העצמי הראשון מסביר לא כתבתי כאן אבל 

 (.שמעותיתשקטנו מ בגדלים שהיה, בשונה מפיצ'רים אחריםהרכיב הזה והוא נשאר 

 החדש.לייצוג , כך הפיצ'ר משמעותי יותר נשים לב: ככל שהרכיב גדול יותר

של ( SVD) , לעתים משתמשים בפירוק לערכים סינגולרייםPCAבאלגוריתמים שמיישמים  –הערה 

בשיטה זו ניתן לחשב בדרך אחרת את . Covariance-במקום במטריצת ה מטריצת הדגימות

  .לרוב שיטה זו מועדפת על פני לכסון הווקטורים העצמיים העיקריים.

 kernel-ללא ניכנס למצב זה מכיוון שהוא דומה ברעיונו , kernelעם  PCAקיימת גרסת  –הערה 

SVM. 

 



Independent Component Analysis (ICA): 

 

 המודל:  שונות עלהנחות ב, הורדת ממדיםזוהי שיטה אחרת ל

, עם תוחלת לא נורמליתמהתפלגות שלקוחים אמצעות וקטורים הדאטא יהיה מיוצג בבמרחב החדש 

 וב"ת אלה באלה. 0

הרעיון שתי הסתכלויות על הפירוק )מן הסתם אם נכנסים לפרטים יש בהן הבדלים קטנים, אולם 

 :נותן תוצאות זהות([ ולא ניתן למימוש כאלגוריתם]באופן אידיאלי 

𝑥⃗כותבים אם  .1 = 𝐴𝑦⃗ + 𝜖  כאשר𝑥⃗  ,הדאטא המקורי𝑦⃗  ,ייצוג הדאטא במרחב החדש𝐴 

-והלא שיוביל לערבוב של הרכיבים הנכונים) 𝑥⃗-מ 𝑦⃗רעש, שחזור שגוי של  𝜖-ההעתקה ו

וקטורים שלקוחים מהתפלגות נורמלית )לפי משפט הגבול ייתן בסיכוי גבוה  (נורמליים

 המרכזי(.

ההתפלגות תהיה רחוקה ככל האפשר בצורה כזו ש 𝑦⃗מנסה לשחזר את  ICAאלגוריתם  לכן,

 מהתפלגות נורמלית.

בעזרת תורת האינפורמציה, ההתפלגות במערכת בעלת מומנט שני )כלומר עם שונות  .2

 סופית( שעבורה האנטרופיה מקסימלית היא התפלגות נורמלית. 

  . מנסה למזער את האנטרופיה ICAלכן, 

לא מוצלח כמו  PCAהמועתק באמצעות דוגמה למצב בו הדאטא מאוד לא נורמלי ולכן המרחב 

 :ICAהמרחב המועתק באמצעות 



Multi-Dimensional Scaling (MDS): 

 את הבעיה הבאה:השיטות שמופיעות כאן נועדו לפתור 

 , אבל לא ייצוג שלהן כאוסף וקטורים במרחב.נתון דאטא בצורת מטריצת מרחקים בין הנקודות

האפשר או בהתאם למה  ככלהמטרה היא לייצג אותם ככאלה, כאשר שומרים על המרחקים 

 בכל מקרה, אלה שיטות שדורשות זמן חישוב די ארוך. שנדרוש.

Classical MDS (cMDS): 

 .Principal Coordinate Analysis (PCoA)-השיטה ידועה גם כ

ההפרשים בין המרחקים של נקודות במרחב , כך שמחפשים ייצוג במרחב של הדאטא –קלאסי 

 .ו הקטנים ביותר האפשרייםלמרחקים במטריצת המרחקים יהי

המרחב המיועד, ואז  Xכאשר  𝑋𝑇𝑋צת כוללת ייצוג של מטריצה שאמורה להיות מטרי דרך הפתרון

SVD למטריצה :𝐵 = 𝑈𝐷𝑉  כאשר𝑈 ו-V  ,מטריצות אוניטריות )במקרה הממשי𝑈𝑈𝑇 = 𝐼) ו-𝐷 

 .מטריצה אלכסונית

𝑋בשלב הבא,  = 𝐷
1

2𝑈𝑇. 

מימד פיצ'רים ששווה לכמות הנקודות בדאטא,  X-בצורה פשוטה ייתנו לביצוע שלבים אלה  –הערה 

. אינטואיטיבית, 𝐷של כדי למנוע זאת, משתמשים רק בערכים העצמיים הגדולים ביותר שזה הרבה. 

 .0-שלהם קרובים מאוד לזה אומר להיפטר מפיצ'רים שהערכים 

 כמות הנקודות. 𝑛כאשר  𝑂(𝑛3)עולה  SVD –הבעיה באלגוריתם הזה היא שהוא לוקח זמן 

 

Metric MDS (mMDS): 

 כך שהמרחקים בין הנקודות יהיו לא בהכרח לפי מטריקה אוקלידית, cMDSהכללה מסוימת של 

יתאים למטריצת מרחקים מועתקת למרחב חדש, או העתקה של הייצוג החדש  )כלומר הייצוג החדש

 . מתאימה למטריצת המרחקים המקורית(

( שאותה ממזערים על מרחב הנקודות, Stress)מכונה  lossית כותבים פונקצימה שעושים הוא 

  באמצעות שיטות כמו ניוטון. 

 

 

 

 



Non-Metric MDS (nMDS): 

  –קודם כאן דורשים תנאי חלש יותר מ

𝑑𝑖𝑗אם  < 𝑑𝑘𝑙  ,אז במטריצה המקורית𝑑(𝑥𝑖 , 𝑥𝑗) ≤ 𝑑(𝑥𝑘, 𝑥𝑙)  מרחב החדש לכמה שיותר נקודות.ב 

 פתרון:דרך 

ומטריצת  0בחירת נקודות אקראיות מהתפלגות נורמלית בממד שנבחר מראש, עם תוחלת  .1

Covariance .אקראית 

 לכל נקודה בדאטא תותאם נקודה מאוסף הנקודות הנ"ל. .2

 יקטן.התנאי מופר  םמחליפים ביניהן אם מספר הזוגות שעבורלכל שתי נקודות,  .3

   

 

 

 


